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Summary

Mussels and oysters are healthy and sustainably produced foods with great economic value. One
of the most valuable bivalve molluscs in Sweden is the flat oyster, Ostrea edulis. However, domestic
production of oysters fails to meet the demand on the local market at the same time as the Swedish
aquaculture industry has difficulties expanding due to limited availability of oyster spat.
Traditionally in Sweden, spat for aquaculture have been collected with the help of sea-based
collectors, but since the introduction and establishment of the Pacific oyster (Magallana gigas) in
2006, the possibility of collecting spat with this field-based technology has drastically decreased.
Both flat oyster and Pacific oysters attach to the collectors. Since aquaculture of Pacific oysters is
not allowed in Sweden due to that the species is classified as an invasive species, the collected
oyster spat must be sorted by species and all Pacific oysters must be destroyed, which is neither
practical nor economically feasible for the industry today. The overall aim of the project is
therefore to contribute to an increase in Swedish oyster cultivation by facilitating the growers to
access flat oyster spat.

To achieve this goal, an algorithm has been developed that can classify images of oysters as either
Pacific oysters or flat oysters through image processing and machine learning. The algorithm is
based on supervised machine learning, which is a category in machine learning where the
algorithm is given images and associated facts with what the image represents. In this project, the
pictures were of oysters and the fact their species identification. Over 1,000 images of oysters were
used to improve the algorithm's performance. The images were divided into 80% training data and
20% validation data. Training data was used to train the algorithm and the performance of the
algorithm was evaluated based on validation data not used during the training procedure. In
addition to oysters that were easily identified by species, as Pacific or flat oysters, 200 oysters were
included that had unclear species identity based on initial visual assessment. These oysters were
genetically analysed to determine species identity. The result shows that the vast majority of
oysters were classified correctly in all image analyses (98.4%). Even the model trained on only
clearly identified oysters, classified 95.9% of the oysters correctly in a validation data that included
oysters that could not be determined easily by eye, but needed genetic verification. Of those
oysters that were incorrectly classified in the image analysis, all were flat oysters classified as
Pacific oysters. Of the initially "uncertain” oysters, it was verified (through genetic analysis) that all
belonged to the native flat species Ostrea edulis. The result shows good potential for the
development of an oyster sorting machine, which would enable an increase in the supply of flat
oyster spat based on collection with sea-based collectors in Sweden.
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Sammanfattning

Musslor och ostron dr hdlsosamma och hallbart producerade livsmedel med stort ekonomiskt
varde. Ett av de mest vardefulla tvaskaliga blotdjuren i Sverige ar det platta ostronet, Ostrea edulis.
Den inhemska produktionen av ostron tacker dock inte efterfragan pa den lokala marknaden
samtidigt som den svenska vattenbruksindustrin har svart att expandera pa grund av brist pa
ostronyngel. Traditionellt sett i Sverige har yngel for odling samlats in med hjélp av havsbaserade
kollektorer, men sedan etableringen av det frimmande arten stillahavsostron (Magallana gigas)
2006 s& har mojligheten till insamling av yngel med denna féltbaserade teknik forsamrats drastiskt.
Pa kollektorerna féster sig numera inte bara det platta ostronet utan ocksé yngel av
stillahavsostron. Da odling av stillahavsostron inte ar tillatet i Sverige pga. att arten klassas som en
invasiv art, maste de insamlade ostronynglena sorteras med avseende pa art och alla
stillahavsostronyngel maste destrueras, vilket varken ar praktiskt eller ekonomiskt mojligt.
Projektets overgripande syfte dr darfor att bidra till en 6kning av den svenska ostronodlingen
genom att underldtta for odlarna att fa tag pa yngel av det inhemska platta ostronet.

For att uppna detta mal har en algoritm utvecklats som genom bildbehandling och
maskininlarning kan klassificera bilder av ostron som antingen Stillahavsostron eller platta ostron.
Algoritmen bygger péa 6vervakad maskininlarning, vilket dr en kategori inom maskininlérning dar
algoritmen ges bilder samt tillhorande facit med vad bilden representerar. I det har projektet
utgjordes bilderna av ostron och facit av arttillhérighet. For att algoritmens prestanda skulle bli bra
anvéndes 6ver 1 000 bilder av ostron. Bilderna delades upp i 80 % traningsdata och 20 %
valideringsdata. Traningsdata anvandes for att trana upp algoritmen och algoritmens prestanda
utvarderades utifran valideringsdata som inte anvants under traningsforfarandet. Férutom tydliga
ostron av bada arter inkluderades 200 ostron som hade otydlig arttillhdrighet baserat pa initial
visuell beddmning. Dessa ostron analyserades genetiskt for att faststélla arttillhorighet. Resultatet
visar att de allra flesta ostronen klassificerades till korrekt art i samtliga bildanalyser (98,4 %). Till
och med modellen som tranades pa endast sakra ostron klassificerade 95,9 % av ostronen korrekt i
ett valideringsdata som inkluderade ostron som inte kunde artbestdimmas okulart utan verifierades
genom DNA-analys. Av de som klassificerats felaktigt i bildanalysen utgjordes samtliga av Ostrea
edulis som klassificerats som Magallana gigas. Av de initialt “osékra” ostronen verifierades (genom
genetisk analys) att alla tillhorde den inhemska arten Ostrea edulis. Resultatet visar pa god potential
for utvecklingen av en ostronsorterare vilken skulle majliggdra en 6kning av tillgangen pa
ostronyngel baserat pa insamling med havsbaserade kollektorer i svenska havsomraden.
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1 Inledning

Detta projekt har finansierats av Jordbruksverket genom riktade satsningar inom
Livsmedelsstrategin (2016). Det 6vergripande malet for livsmedelsstrategin ar att Sverige ska ha en
konkurrenskraftig livsmedelskedja dar den totala livsmedelsproduktionen 6kar samtidigt som
relevanta nationella miljomal nas, med syftet att skapa tillvéaxt och sysselsédttning och bidra till
hallbar utveckling i hela landet. Inom ett av de tre strategiska malen for att uppna denna vision
lyfts behovet av stdd till kunskaps- och innovationssystemet for att bidra till 6kad produktivitet
och innovation i livsmedelskedjan samt till hallbar produktion och konsumtion av livsmedel.

Vattenbruk, speciellt odling av arter pa laga trofiska nivéer som t.ex. alger, musslor och ostron lyfts
internationellt ofta som en framtidsnaring (Fish to 2030, 2013; Hilborn et al. 2018) som kan bidra till
en hallbar expansion av livsmedelsproduktionen globalt. Detta noteras ocksa inom
Vattenbruksstrategin (2012) dér odling av skaldjur (musslor och ostron) nimns som en naring med
stor potential f6r expansion av vattenbruk pa den svenska vastkusten.

Trots en hog efterfragan och stor expansionspotential star den svenska ostronnéringen infor ett
antal hinder som begrédnsar naringens utveckling. Ett av dessa hinder utgors av brist pa yngel av
det inhemska ostronet Ostrea edulis. Detta projekts 6vergripande syfte dr darfor att bidra till en
Okning av den svenska ostronnaringen genom att 6ka tillgdngen till yngel av det inhemska
ostronet. Detta gors genom utveckling av ett bildidentifieringsprogram som kan sérskilja yngel av
de inhemska platta ostronen (Ostrea edulis) fran yngel av det invasiva stillahavsostronet (Magallana
gigas) vid yngelsamling baserad pa havsbaserade kollektorer.

1.1 Bakgrund

Den beraknade befolkningsmangden pé 9,7 miljarder méanniskor &r 2050 (UN 2019) kommer att
6ka belastningen pa existerande naturresurser. En stor utmaning &r att tillgodose dessa méanniskor
med mat (UN 2015), och vattenbruk fors ofta fram som en mdjlig 10sning for att mdta denna
utmaning. Arter pa laga trofiska nivaer, t.ex. musslor och ostron (bivalver), ar utmaérkta arter for
detta. De &r goda att dta och &r nyttiga, de ar latta att odla, och de har positiva miljoeffekter som att
minska overgddning genom att de filtrerar ut partiklar och mikroalger som foda ur vattnet (Kotta
et al. 2020).

En av de mest vardefulla marina vattenbruksarterna ar det platta ostronet, Ostrea edulis. Idag
skordas i Europa drygt 1 100 ton platta ostron fran vilda populationer och odlas 2 000 ton arligen
(FAO 2020). I jamforelse ar produktionen av arten i Sverige blygsamma 9 ton, varav merparten
kommer frén skord av vilda ostronbankar i havet (FAO 2020). Den inhemska produktionen av
ostron ticker inte efterfrdgan pa den lokala marknaden, och arligen importeras ca 600 ton ostron
(bade Ostrea edulis och Stillahavsostron [Magallana gigas, tidigare Crassostrea gigas]) till Sverige (SCB
2020).

I Europa har parasiter (Bonamia ostreae och Martelia refringens) och 6verfiske minskat produktionen
av det platta ostronet kraftigt (Ospar 2008). Da dessa parasiter hittills inte patraffats i Sverige sa
finns goda forutsattningar for odling av Ostrea edulis, vilket aterspeglas i ett starkt intresse fran
bade befintliga och nya vattenbruksaktorer att utoka produktionen av arten. Trots det stora
intresset fOr arten sa ar den svenska ostronindustrin liten och tillvaxten d&r minimal. En av de
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viktigaste faktorerna som begréansar expansionen av ostronnéringen i Sverige idag ar tillgangen till
ostronyngel.

Pa grund av smaskaligheten inom ostronnéringen i Sverige har ostronyngel for odling traditionellt
sett samlats in med hjdlp av havsbaserade kollektorer, sma kalkade plastskivor som hings ut i
havet under sommaren nér ostronen forokar sig (Figur 1). Sedan etablering av det frimmande
Stillahavsostronet (M. gigas) 2006 s& har mgjligheten till insamling av yngel av var inhemska
ostronart med denna teknik forsamrats drastiskt. Pa kollektorerna bottenfaller (satter sig) numera
inte bara yngel av det platta ostronet utan ocksa yngel av Stillahavsostron, som ofta dominerar till
antalet. D4 odling av Stillahavsostron inte &r tillatet eftersom det klassas som en invasiv art, maste
ostronynglen sorteras med avseende pa art och alla Stillahavsostronyngel maste destrueras. Detta
ar varken praktiskt eller ekonomiskt méjligt pa grund av det stora antalet yngel som maste sorteras
for att fa fram en tillrdcklig mangd yngel av platta ostron for odling, samt att ynglen bade ar
valdigt sma och i vissa fall svara att sdrskilja till art. Endast i ndgot enstaka omrade ldngs svenska
vastkusten kan tillrackligt mycket yngel av platta ostron samlas in med denna teknik for att
underhalla en smaskalig ostronproduktion, vilket har stoppat utvecklingen av odling av det
inhemska platta ostronet i Sverige.

-
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Figur 1. Havsbaserade yngelkollektorer for insamling av ostronyngel. Bild: Asa Strand

For att starka utvecklingen av det svenska vattenbruket, och framforallt ostronsektorn, kravs
dérfor utveckling av metoder for att underlatta produktion av yngel av det inhemska platta
ostronet. Detta projekt har darfor som mal att ta fram ett program (en klassificeringsalgoritm) som
baserat pa bilder av ostronyngel kan avgora vilken av arterna, O. edulis och M. gigas, som
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ostronynglen pa bilderna utgors av. Programmet ska fungera sa att det i framtiden ska kunna
anvandas i en ostronsorterare som delar upp ostron baserat pa vilken art de tillhor.

En sddan klassificeringsalgoritm kan bygga pa en typ av metod som kallas vervakad
maskininldrning. Skillnaden mellan 6vervakad och o6vervakad maskininldrning &r att man i
Overvakad maskininldrning medvetet sager till en algoritm vad man vill att den ska léra sig,
medan man med odvervakad maskininldrning later algoritmen gruppera data utan att specificera
vilken information i data man vill att den ska gruppera efter. Eftersom uppgiften f6r algoritmen ar
kénd, det vill sdga gruppera ostron efter vilken art de tillhor, s kommer 6vervakad
maskininldrning att anvéandas i detta projekt. Neurala nitverk hor till kategorin vervakade
maskininlarningsmetoder och &r vanliga att anvanda vid uppgifter som har med datorseende att
gora. Det dr dven den maskininlarningsmetod som uppnatt bast resultat i klassificeringstavlingar
dér algoritmer stéllts mot varandra'.

Det finns manga olika arkitekturer av neurala néatverk och nya arkitekturer tas fram hela tiden.
Som utgangspunkt i detta projekt har vi valt att utga fran en natverksarkitektur som historiskt
presterat bra pa klassificeringsuppgifter. Att utga fran befintliga arkitekturer har fordelen att det
gar att hitta fortrdnade nidtverk som man kan bygga vidare p4, eftersom det ar tids- och
berdkningskraftskrdvande att trana ett neuralt ndtverk fran grunden.

1 http://host.robots.ox.ac.uk:8080/leaderboard/main_bootstrap.php
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2 Metod

Projektet har bestatt av tva delar, datainsamling och bildanalys.

2.1 Datainsamling

Ostronyngel samlades in med hjélp av havsbaserade kollektorer under sommaren-hosten 2018
inom ett forskningsprojekt som finansieras av Europeiska havs och fiskerifonden (EHFF, férmedlat
genom Jordbruksverket, Dnr. 2017-925). Kollektorerna placerades ut pa 2-3 m djup och 4-6 m djup
pa fem olika platser mellan Koster och Lysekil i juli 2018. Kollektorerna skérdades i oktober och
november 2018, och ynglen 6verfordes till laboratoriet vid Kristinebergscentrat for rengéring och
sortering. Ynglen sorterades initialt i fyra kategorier: "tydlig OE" (yngel som definitivt ar O. edulis,
OE), "osdkra OE" (yngel som liknar OE men avviker nagot fran den allménna bilden av hur OE ska
se ut), "osdakra MG" (yngel som liknar M. gigas, MG, men avviker nagot fran den allménna bilden
av hur MG ska se ut) och "tydlig MG" (yngel som definitivt &r MG). Efter sortering placerades
ynglen i odlingskorgar pé en odlingsanlaggning for forskningsbruk i Gullmarsfjorden strax utanfor
Kristineberg. De sdkert artidentifierade OE- och MG-ynglen fotograferades vid den forsta
sorteringen 2018. Ostronen som anvéndes vid fotografering 1 var mellan 4 och 5 cm, med en
vatvikt pa 7-14 gram. Detta bildmaterial har gjorts tillgangligt till detta projekt och har anvants
som ett underlag for traning av ostronklassificeringsprogramvaran.

I oktober 2019 gjordes en fotodokumentation dar 200 sikra OE (skallangd 39-51 mm, vatvikt: 5-9
g)), 200 sdkra MG (41-53 mm, 9-19 g) och 200 individer med oséker arttillhorighet ("unsure”, US,
37-52 mm, 5-11 g) fotograferades. Fotodokumentation utférdes genom att ynglen placerades pa ett
rutnat pa vit bakgrund, utan 6verlapp mellan individer. Bilder togs av bada sidorna av ynglen.
Fotografierna togs med en kamera monterad pa ett stativ (Canon EOS 200D med ett Canon EF-5
60mm £/2.8 Macro objektiv). Varje individ fick ett ID-nummer och biometridata for varje individ
(langd/bredd/djup/vatvikt) samlades in som ett komplement till bilderna.

Inovember 2019 gjordes en ytterligare, kompletterande fotografering. Den har gangen
fotograferades ett storre antal ostron i samma bild, utan nagon slags rutnét eller indelning. Det
enda kravet den hdr gdngen var att bakgrunden skulle vara vit samt att inga ostron skulle
overlappa. Anledningen till den har kompletterande fotograferingen var att skapa bilder som var
téankta att se ut som bilder pa ett 16pande band i en framtida ostronsorterare skulle kunna se ut.
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Figur 2: Ostron av arten Ostrea utspridda pa en yta som gor det latt att urskilja varje ostron. Den hér typen av
bild ansags i projektet ligga nédra hur en framtida implementation av en maskin som sorterar ostron skulle
kunna fotografera, dar det vita underlaget i framtiden skulle utgéras av négot slags rullband. Bild: Jens
Wilhelmsson

Bilderna, tillsammans med specifikationen om vilken art som &r pa vilken bild, anvdndes som
traningsunderlag for maskininlarningsalgoritmen. Utifran bilder likt den i figur 2 klipptes varje
enskilt ostron ut med hjalp av identifieringsalgoritmen som beskrivs i nedanstaende avsnitt (kap
2.2.1). Totalt anvéndes 3 166 enskilda bilder av ostron for att tréna upp och validera algoritmen.

2.2  Genetiska analyser

For att sdkerstalla vilken art de ostron som betraktades som osdkra var sa togs vavnadsprover av
mantel och slutarmuskel fran de 204 fotograferade individer fran den osédkra (US) gruppen. I
tillagg togs vavnadsprover fran 10 individer var av de sékra grupperna (OE och MG) som
kontroller i analysen. Nedan beskrivs i detalj hur de genetiska analyserna genomférdes.

Vévnadsproverna placerades i 96 % etanol och férvarades i -20 °C till analyserna paborjades. DNA
extraherades fran varje individ med hjalp av extraktionskitet DNeasy Blood and Tissue (Qiagen).
Resultaten fran extraktionerna (koncentration av DNA) méttes med en NanoDrop (Thermo
Scientific), och nagra prover testades pa en 1 % agarosgel for att utvardera kvaliteten pa det
extraherade DNAt (fragmentlangder).

Den ursprungliga planen var att amplifiera och sekvensera delar av COI-genen, med hjilp av
universalprimers HCO och LCO (Folmer 1994). Metoden fungerade dock inte optimalt da fler
fragment dn det 6nskade DNA-fragmentet amplifierades. Olika tester gjordes for att optimera
metoden (t.ex. hjning av temperaturen, bestélla nya primers mm.) men utan framgang.

Eftersom sekvenseringen av multipla fragment blir problematisk valdes en alternativ metod
baserad pa qPCR (quantitative Polymerase Chain Reaction) med artspecifika primers och prober.
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Denna metod har tidigare anvants {or artidentifiering av larver av arterna O. edulis och M. gigas
(Sanchez et al. 2014). Metoden ar baserad pa amplifiering av DNA i realtid i en PCR-reaktion dar
fluorescerande prober tillfors vilket gor att PCR-produkten som bildas kan visualiseras genom att
mata fluorescenssignalen i en qPCR-maskin (Figur 3). Tva uppséttningar artspecifika primrar samt
TagMan-MGB-prober togs fram f6r M. gigas och O. edulis (baserat pa sekvenser av 16S rRNA-
genen). Proberna mérktes med fluorescerande reporterfarger VIC respektive FAM for att kunna
skilja mellan arterna. Alla qPCR-reaktioner gjordes enligt protokollet i Sanchez et al (2014), med i
en total volym av 20 ul bestdende av 10 pl TagMan Fast Universal PCR MasterMix nr UNG
Amperase (2X) (ThermoFisher), 1 ul av varje primer samt prober utifran koncentrationen som
anges i tabell 1, vatten och 2 ul DNA fran de extraherade ostronproverna (ca 25 ng ul per L). Varje
prov kordes i triplikat pa en BioRaD g-PCR-maskin i 95 °C under 10 minuter {oljt av 40 cykler i 95
°C under 15 s, och 60 °C under 1 min. Den fullstandiga beskrivningen av metoden finns i Sanchez
et al. 2014.

Tabell 1. Primrar och TagMan-MGB prober sekvenser samt koncentrationer (Sanchez et al. 2014).

Amplicon Primer and
TagMan System Primer/Probe Primer Sequence 5" — 3’ length Probe .
(bp) concentration

(nM)
CGIG/ANG16S5_F GGGCGCCTAGAAAGCAAGT 300
CGIG/ANG 16S CGIG/ANG165_R ATCGGGTCAAATCCGGAAAG 62 300
CGIG/ANG165_P VIC-AACCTTTCTGAATAACTAAC-MGB 200
OEDU16S_F GGCGCCCCACCTAAAAAT 900
OEDU 168 OEDU165_R AGACCCCGTGCAACTTTTAAAG 62 900
OEDU165_P FAM- TGAAACTCCTAAACAAGTTG-MGB 225
BIV_18S_F AGCCACACGAGATTGAGCAAT 300
Positive control BIV_18S_R GCGGCCCCGAACATCTA 57 900
BIV_18S_P NED-ACAGGTCTGTGATGCC-MGB 200

Fluorescence
—

Threshold

0 . T
0 5 10 15 20 25 30 35 40
Cycle number

Figur 3: Grafisk illustration av hur amplifieringen av DNA fran arten av intresse kan se ut i qPCR-maskinen
(A) samt amplifiering av andra arter som eventuellt kan finnas i provet (B) (exempel fran Sanchez et al.

2014).
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2.3 Bildanalys

For att skapa en programvara som kan klassificera och sortera ostron pa lopande band delades
arbetet med bildanalysalgoritmen upp i tva delar dar den ena algoritmen sarskiljer varje enskilt
ostron i en bild av manga ostron (liknande en situation pa ett I6pande band) och den andra
klassificerar de identifierade ostronen som antingen O. edulis eller M. gigas.

2.3.1 Identifiering av ostron

Ett exempel pa en bild av ménga ostron visas i figur 2. De enda villkoren vid fotograferingen av
ostron var att inga ostron skulle 6verlappa och bakgrunden skulle vara enfargad. Villkoren ansags
i projektet vara rimliga med tanke pa en framtida implementering i en fysisk ostronsorterare.

Det forsta steget i att identifiera ostronen var att applicera ett bilateralt utjgmningsfilter (Tomasi &
Manduchi 1998) vilket ar ett filter som jamnar ut bilden men samtidigt bevarar kanter. For att det
ska vara enklare att se vad varje steg i processen gor sa visas fortsattningsvis endast en liten del av
bilden i figur 2. I figur 4 visas resultatet av den bilaterala filtreringen samt graskalekonvertering till
vanster. Till hoger i figur 4 ses resultatet av en troskling av den vanstra bilden. Det innebar att
pixlar som har ett varde &ver ett visst troskelvérde gors svarta och pixlar med varden under
troskeln gors vita. Ett troskelvérde hittades med hjdlp av Otsus metod (Otsu 1979), en algoritm
som anvands for att ta fram optimala troskelvarden i bilder.
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Figur 4: Den vanstra bilden ar resultatet av bilateral filtrering, samt graskalekonvertering. Bilateral filtrering
ar en ujamningsmetod som bevarar kanter. Den hogra bilden &r resultatet av troskling av den vanstra bilden.

LN ]

Den trosklade bilden anvindes sedan som underlag till en kantdetekteringsalgoritm, Canny Edge
Detector (Canny 1986), vilken bygger pa att hitta stora gradienter i bilder (d.v.s. pixlar med varden
som skiljer sig mycket fran narliggande pixlar). Ytterligare en utjamningsalgoritm som applicerar
normalférdelat brus anviandes sedan for att sluta ppna konturer. Resultaten av bada stegen visas i
figur 5.
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Figur 5: I den vénstra bilden har kantdetektering utforts pa den hogra bilden i figur 4. Den hogra bilden ar
resultatet av en gaussisk utjgmningsalgoritm.

For att ytterligare sdkerstalla att konturer kring ostron ar slutna gors en utvidgning (Haralick &
Shapiro 1992) av alla vita pixlar, vilket kan ses till vanster i figur 6. Efter utvidgningen forvantas
det att alla konturer kring ostron é&r slutna, och alla slutna konturer ritas upp i bilden till hoger i
figur 6.

O

Figur 6: Utvidgning av alla vita pixlar har skett i den vanstra bilden, och detektion av alla sluta konturer till
hoger.

Slutligen undersoks alla slutna konturer for att se vilka som dr lagom stora for att kunna vara
ostron, vilket eliminerar de sma prickarna som syns i bilden till hoger i figur 6. Utifran
ytterkoordinaterna (upp, ner, hoger och vénster) pa varje sluten kontur i den hogra bilden i figur 6
skapas en rektangel (representerade av grona rutor), som ses i figur 7. Rektanglarnas koordinater
anvands for att klippa ut varje enskilt ostron.
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Figur 7: Resultatet av ostronidentifieringen. De grona rutorna raknas ut baserat pa alla slutna konturer fran
den hogra bilden i figur 6. Varje ostron klipptes ut enligt koordinaterna fér de gréna rutorna.

2.3.2 Klassificering av ostron

Natverket som ostronklassificeringsalgoritmen byggde pa var arkitekturen VGG-16 (Simonyan &
Zisserman 2014) som visas i figur 7. Det fortranade nitverket tranades av dess skapare infor
Kklassificeringstavlingen ILSVRC20142 dar det placerade sig hdgst upp pa topplistan i kategorin
klassificering. I klassificeringstavlingen bestod tranings- och utvéarderingsdata av bilder fran ett
dataset vid namn ImageNet? som bestar av hundratusentals bilder, férdelade pa 1 000 olika
kategorier. En bildkategori kan vara allt fran till exempel cowboyhatt till zebra. Ingen av
kategorierna dr ostron, men stora delar av nétverket gar anda att ateranvanda.

Den sista delen i natverket (delen léngst till hoger i figur 8) bestar av sjalva klassificeraren medan
tidigare lager i arkitekturen trénas att kdnna igen olika detaljer i bilden. Den typen av struktur gor
det majligt att ateranvanda majoriteten av ett fortranat VGG-16, dar bara de sista lagren byts ut for
att passa till att klassificera ostron. I figur 8 gar att utlasa att sista lagret har dimensionen 1x1x1 000,
dar siffran 1 000 syftar pa antal bildkategorier i ImageNet. I varianten av VGG16 som anvénts i det
hér projektet har det sista lagret dimensionen 1x1x2 eftersom syftet endast var att kategorisera
varje ostronbild som antingen O. edulis eller M. gigas.

2 http://www.image-net.org/challenges/LSVRC/2014/
3 http://www.image-net.org/
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Figur 8: Nétverksarkitekturen VGG16. Notera sérskilt det sista lagret som kallas ”softmax”, den sista siffran 1
000 syftar pa antalet kategorier i datasetet ImageNet. Det r i slutet av nédtverket som informationen i bilden
kopplas till korrekt kategori, medan 6vriga delar av nédtverket specialiserar sig pa att utldsa information ur
bilden. Det ar de avslutande lagren som ar kopplade till specifika kategorier som byts ut for att passa till att
Kklassificera ostron (Simonyan & Zisserman 2014).

Tréaning av ett neuralt ndtverk innebar att varden pa variabler, som kallas for vikter, uppdateras
inkrementellt till dess att natverket astadkommit den efterfragade uppgiften. Att dteranvanda ett
fortranat ndtverk innebédr med andra ord att varden pa vikterna kopieras over till det nya nétverket
och att nér traningen fortsétter, i detta fall for klassificering av ostron, sa fryses storre delen av
natverkets tidigare vikter (vilket innebar att vikterna inte kommer att uppdateras, figur 9). Den
avslutande delens vikter uppdateras inkrementellt vid traningsforfarandet till dess att
ostronklassificeringen uppnar en viss noggrannhet.

Ej fryst

114006 1x1=x2
1 i I

ﬁ convolution4RelU

s L’ max pooling
T fully connected+RellU

1 softmax

Figur 9: Natverksarkitekturen VGG16, konfigurerad for att tranas till att klassificera ostron. Vikterna i den
véanstra delen som dr markerad som “fryst” halls konstanta, samtidigt som de vikterna som ej ar frysta far
uppdateras genom traningsforfarandet (Simonyan & Zisserman 2014).
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I slutdndan ar klassificeringen som néitverket producerar utifran varje ostronbild ett virde mellan 0
och 1. Ju ndrmare 1, desto mer sdkert ar natverket pa att det ar O. edulis, och ju ndrmare 0, desto
sdkrare ar natverket pa att det ar M. gigas.

Foljande dataset anvéandes for traning och/eller validering:
Fotografering 1:

1. 80 % av de sdkra ostronen. 796 enskilda bilder av ostron.
80 % av de sékra ostronen samt 80 % av de osédkra ostronen (som artbestimdes genom
DNA-analys). 1 072 enskilda bilder av ostron.

3. Resterande 20 % av de sdkra ostronen samt resterande 20 % av de osdkra ostronen. 222
enskilda bilder av ostron.

Fotografering 2 (manga ostron utspridda pa en vit yta, alla ostron var siakra i den héar
fotograferingen):

4. 80 % av ostronen. 1 500 enskilda bilder av ostron.
5. Resterande 20 % av ostronen. 372 enskilda bilder av ostron.

3 Resultat

Resultaten har delats upp sa att varje fotografering har varsitt kapitel. Totalt har tre modeller
trénats i projektet, varav tva har utvarderats pa ett gemensamt valideringsdataset.

3.1 Fotografering 1

Tva likadana klassificeringsmodeller tranades pa dataset 1 respektive dataset 2. Anledningen var
att se hur inblandningen av svarklassificerade ostron, som klassificerats genom DNA-analys, i
traningsdatan skulle paverka prestandan.

3.1.1 Modell tranad pa dataset 1

Modellen tranades pa dataset 1 som bestod av 796 enskilda bilder av ostron av olika art. Samtliga
ostron i datasetet var sidkra ostron, vilket innebér att den ursprungliga klassificeringen gjordes utan
DNA-analys. Traningen av modellen tog ungeféar 40 minuter. Utvarderingen som presenteras
nedan &r gjord genom att den tranade modellen fatt klassificera samtliga bilder i dataset 3, som
bestod av bade osdkra och sékra ostron.

I figur 10 ses resultatet av klassificeringen i form av ett histogram. De bla staplarna representerar
bilder av M. gigas medan de orangea staplarna representerar bilder av O edulis. Staplarnas position
indikerar resultatet av klassificeringen, langst at vinster respektive hdger innebar saker
klassificering av M. gigas respektive O. edulis. Ju ndrmare mitten en stapel befinner sig i
diagrammet, desto storre osdkerhet. I tabell 2 aterfinns samma resultat som i histogrammet, men i
siffror.
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Il Bilder av Magallana Gigas
200 mmm Bilder av Ostrea Edulis

175
150 Klassificerade som Magallana Gigas Klassificerade som Ostrea Edulis
125

100

Antal bilder

~
w

50

25

0
Saker Osaker Saker

Figur 10: Histogram &ver resultatet av klassificeringen. Klassificeringen gors i form av en siffra mellan 0 och 1,
dér 1 betyder Ostrea edulis och 1 Magallana gigas. Ju narmare 0 och 1, desto sékrare &r klassificeringen. Till
exempel indikerar de sma orangea staplarna till vanster att nagra bilder av Ostrea edulis felaktigt har
Kklassificerats som Magallana gigas.

Tabell 2: Resultatet av klassificeringen dar modellen som utvéarderas har trénats pa dataset 1. Bilderna som
anvants forutvardering ar blandade bilder av sdkra ostron och osékra ostron, dar de osékra artbestamts
genom DNA-analys.

Gigas Gigas Edulis Edulis Korrekt Felaktigt
klassificerade Kklassificerade klassificerade klassificerade Kklassificerade, klassificerade,

som Gigas som Edulis som Edulis som Gigas alla bilder alla bilder

Antal 69 6 144 3 213 9

Andel 92,0 % 8,0 % 98,0 % 2,0 % 95,9 % 4,1 %

En majoritet av ostronen (95,9 %) klassificerades korrekt. M. gigas klassades i det har forsoket
oftare fel an vad O edulis gjorde. I figur 11 och 12 visas nagra exempel pa bilder av ostron samt
deras prediktioner.
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Prediktion: Edulis i Prediktion: Gigas Prediktion: Edulis
 Bedémning: Gigas Beddmning: Gigas ¥Beddémning: Edulis

Figur 11: Tre exempel pa bilder fran valideringsdatasetet (fotografering 1, dataset 3, se kap 2.2.2) i vilket en
del av ostronynglena klassats visuellt ("beddmning,”, se kap 2.1), och den andra delen klassats genom DNA-
analys (“sanning”). Samt dven vad de predikterades som (”prediktion”) i utvarderingen av modellen som
tranats pa endast sdkra bilder av ostron (dataset 1, se kap 2.2.2).

e [ s TN rs

Prediktion: Edulis _ " Prediktion: Gigas
Sanning: Edulis . _ Sanning: Edulis

Figur 12: Tva exempel pa bilder fran valideringsdatasetet (fotografering 1, dataset 3, se kap 2.2.2) i vilket en
del av ostronynglena klassats visuellt (“bedomning,”, se kap 2.1), och den andra delen klassats genom DNA-
analys (“sanning”). Samt dven vad de predikterades som (”prediktion”) i utvarderingen av modellen som
tranats pa endast sakra bilder av ostron (dataset 1, se kap 2.2.2).
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3.1.2 Modell tranad pa dataset 2

Modellen i det har avsnittet 4r av samma typ som i avsnittet ovan, men tranad pa dataset 2 istallet
for dataset 1. Skillnaden mellan dataseten ar att det i dataset 2 4ven ingar bilder av osdkra ostron
som artbestdmts genom DN A-analys. Resultatet presenteras pa samma sitt som i det tidigare
avsnittet. I tabell 3 aterfinns samma resultat som i figur 9, men i tabellform.
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Figur 13: Histogram 6ver resultatet av klassificeringen f6r modellen trdnad pa dataset 2. Liksom tidigare gors
Kklassificeringen i form av en siffra mellan 0 och 1, dar 1 betyder Ostrea edulis och 1 Magallana gigas. Ju ndrmare
0 och 1, desto sékrare &r klassificeringen. Till exempel indikerar de sma orangea staplarna till vanster att nagra
bilder av Ostrea edulis felaktigt har klassificerats som Magallana gigas.

Tabell 3: Resultatet av klassificeringen dar modellen som utvérderas har trénats pa dataset 2. Bilderna som
den utvirderats pa nedan ar blandade bilder av sdkra ostron och osdkra ostron, dér de osdkra artbestamts
genom DNA-analys.

Gigas Gigas Edulis Edulis Korrekt Felaktigt
klassificerade Kklassificerade Kklassificerade klassificerade klassificerade, klassificerade,

som Gigas som Edulis som Edulis som Edulis alla bilder alla bilder

Antal 67 8 147 0 214 8

Andel 89,3 % 10,7 % 100 % 0% 96,4 % 3,6 %

Ett liknande resultat jamfort med modellen i f{dregédende avsnitt uppnaddes héar. Vart att notera ar
att de enda ostron som klassificerades felaktigt var M. gigas som klassificerades som O. edulis. I
figur 14 och 15 visas nagra exempel pa bilder fran valideringsdatasetet.
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~ Prediktion: Edulis b Prediktion: Gigas
Bedomning: Gigas " Bedomning: Gigas »_ v Beddmning: Edulis

Figur 14: Tre exempel pa bilder fran valideringsdatasetet (fotografering 1, dataset 3, se kap 2.2.2) i vilket en
del av ostronynglena klassats visuellt ("beddmning,”, se kap 2.1), och den andra delen klassats genom DNA-
analys (“sanning”). Samt dven vad de predikterades som (”prediktion”) i utvarderingen av modellen som
trénats pa bade sékra och osékra bilder av ostron (dataset 2, se kap 2.2.2).

Prediktion: Edulis Prediktion: Edulis ~_gPrediktion: Edulis
Sanning: Edulis Sanning Sanning: Edulis

Figur 15: Tre exempel pa bilder fran valideringsdatasetet (fotografering 1, dataset 3, se kap 2.2.2) i vilket en
del av ostronynglena klassats visuellt ("beddmning,”, se kap 2.1), och den andra delen klassats genom DNA-
analys (“sanning”). Samt dven vad de predikterades som (”prediktion”) i utvarderingen av modellen som
tranats pa bade sékra och osdkra bilder av ostron (dataset 2, se kap 2.2.2). I och med att alla osdkra (unsure)
var O. edulis (“sanning”) vilka alla ocksa klassificerades korrekt (“prediktion”) av den har modellen, sa kan
endast bilder av O. edulis som klassificerats korrekt visas.

3.2 Fotografering 2

Ostronklassificeringsalgoritmen applicerades forst pa endast de bilder av ostron dar vilken art
ostronen tillhorde betraktades som kiand. Pa dessa bilder var ostronen spridda over en vit yta och
var inte uppdelade ett och ett pa ett rutnat som vid fotografering 1.
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I figur 16 ses ett samlat resultat av klassificeringen av alla 372 bilder som anvéndes for validering
av den utvecklade klassificeringsalgoritmen. De bla staplarna representerar bilder av M. gigas och
de orangea staplarna O. edulis. Staplarnas position indikerar resultatet av klassificeringen, langst
till vénster innebar att bilden med stor sakerhet klassificerats som M. gigas och langst till hoger
innebaér att bilden med stor sakerhet klassificerats som O. edulis. Ju narmare mitten, desto hogre ar
osdkerheten.
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Figur 16: Histogram &ver resultatet av klassificeringen. Klassificeringen gors i form av en siffra mellan 0 och 1,
dér 1 betyder Ostrea edulis och 0 Magallana gigas. Ju ndrmare 0 och 1, desto sékrare &r klassificeringen. De sma
orangea staplarna till vanster indikerar att nagra bilder av O. edulis felaktigt har klassificerats som M. gigas.

En majoritet av ostronen &r korrekt klassificerade (tabell 4). Av de som klassificerats felaktigt
utgors samtliga av O. edulis som klassificerats som M. gigas.

Tabell 4: Resultat fran klassificeringen av de ostron som tillhérde de med kind arttillhérighet.

Gigas Gigas Edulis Edulis Korrekt Felaktigt
klassificerade Kklassificerade klassificerade klassificerade klassificerade, klassificerade,

som Gigas som Edulis som Edulis som Edulis alla bilder alla bilder

Antal 140 0 226 6 366 6

Andel 100% 0% 97,4% 2,6% 98,4% 1,6%

Ett antal exempelbilder visas i figur 17, 18 och 19. I figur 17 visas tre exempel av O. edulis som
klassificerats korrekt. I figur 18 visas tre bilder av korrekt klassificerade M. gigas. Tre av de ostron
som felaktigt klassificerats som M. gigas men som &r bedomda att vara O. edulis visas i figur 19.
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Prediktion: Edulis
Beddmning: Edulis

Figur 17: Tre ostron som beddmts vara av arten Ostrea edulis, korrekt klassificerade. Bilder fran
valideringsdatasetet (fotografering 2, dataset 5, se kap 2.2.2) i vilket ostronyngel klassats visuellt
("Bedémning”, se kap 2.1) samt vad de predikterades som (”prediktion”) i utvarderingen av modellen som
trénats pa bilder som extraherats ur gruppbilder av ostron (dataset 4, se kap 2.2.2).

Figur 18: Tre ostron som beddmts vara av arten Magallana Gigas, korrekt klassificerade. Bilder fran
valideringsdatasetet (fotografering 2, dataset 5, se kap 2.2.2) i vilket ostronyngel klassats visuellt
("Bedémning”, se kap 2.1) samt vad de predikterades som (”prediktion”) i utvdrderingen av modellen som
tranats pa bilder som extraherats ur gruppbilder av ostron (dataset 4, se kap 2.2.2).

Prediktion: Gigas
Beddmning: Edulis

Figur 19: Tre ostron av arten Ostrea edulis, felaktigt klassificerade som Magallana gigas. Bilder fran
valideringsdatasetet (fotografering 2, dataset 5, se kap 2.2.2) i vilket ostronyngel klassats visuellt
("Bedémning”, se kap 2.1) samt vad de predikterades som (”prediktion”) i utvarderingen av modellen som
tranats pa bilder som extraherats ur gruppbilder av ostron (dataset 4, se kap 2.2.2).
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3.3 Artbestamning genom DNA-analys

Den genetiska qPCR-metoden fungerade mycket bra for att artbestimma ostronen. Resultatet fran
qPCR visade att alla kontroller (sakra OE och MG) stimde med forvéntad art. Av de 168 US prover
som analyserades, var majoriteten O. edulis (163 individer), medan endast 5 individer var fortsatt
osikra, troligen p.g.a. kontaminering som gor det omgjligt att artbestimma dem. Detta visar att
sannolikheten dr hog att osdkra ostron med "MG-liknande” egenskaper (ex morkare fargteckning
eller ojamn form) dnda ar O. edulis. Resultatet visar dven att det &r relativt enkelt att identifiera och
sortera ut MG redan nar ostronen &dr knappt 1 ar. Att majoriteten av de osékra visade sig vara O.
edulis ar inte helt ovantat d& ynglen utsattes for ett utbrott av ostronherpesvirus under sommaren
2019. Detta virus orsakar stor dodlighet bland M. gigas (dock med minskande dodlighet med
Okande storlek av ostron) men paverkar inte O. edulis.
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4 Diskussion och slutsats

I detta projekt har vi utvdrderat mojligheten att anvédnda artificiell intelligens for att utifran bilder
artbestimma ostronyngel som antingen O. edulis eller M. gigas. Resultatet, sammanfattat i tabell 2,
3 och 4, visar pa en mycket stor potential for tekniken. De allra flesta ostronen klassificerades
korrekt i samtliga modeller. Till och med modellen som tranades pa endast sakra ostron
klassificerade 95,9 % av ostronen korrekt pa ett valideringsdataset som inkluderade ostron som
inte lyckats artbestaimmas okulért utan bestimdes genom DNA-analys. Klassificering baserat bade
pa enskilda och gruppbilder fungerade likvardigt, vilket indikerar att &ven om resultaten i denna
studie framst ar baserade pa bilder tagna i en kontrollerad miljé (homogent ljus och ordnad
positionering av ostronen for fotografering) sa kan ostronyngel troligen klassificeras med hog
sdkerhet d&ven under mer ”ostrukturerade” former e g i samband med storskalig sortering. Detta
behover dock verifieras i samband med vidareutveckling av tekniska l6sningar kopplat till
ostronsorteringen.

Naégot forvanande var att klassificeringsframgangen knappt skiljde sig mellan modellerna tranade
pa dataset 1 (endast sakra) respektive dataset 2 (sakra och osakra inkluderade) nér de utvarderades
mot samma dataset. Hypotesen var att den modell som dven tranats pa bilder av osdkra ostron
borde prestera battre, d& dessa sag nagot annorlunda ut dn de sdkra ostronen. En mgjlig anledning
till att det blev sa ar att klassificeraren kan ha tagit fasta pa andra visuella egenskaper dn vad vi
gjorde i var bedomning, och att dessa mojliggjorde god klassificering dven av de ostron som vi
bedomt som osadkra. De ostron som visuellt klassificerats som ”osakra”, var ofta klassade som
troligen O. edulis men med egenskaper som paminde om M. gigas, vilket gjorde att de inte tydligt
kunde placeras bland de ”sdkra OE”. Ett halvar efter att bilderna togs, d&r manga av dessa ostron
mer tydligt O. edulis utifran visuell bedomning, vilket ocksa bekraftats med de genetiska
analyserna. Detta visar pa att O. edulis kan ha mer variabelt utseende an vad tidigare beddmts, och
att osakra ostron som inte tydligt kan sorteras ut som M. gigas, med stor sannolikhet kan vara O.
edulis.

For att na fram till det langsiktiga malet, att konstruera en fysisk ostronsorterare, aterstar en del
utveckling. Ur ett biologiskt perspektiv bor modellerna utvarderas i forhallande till hur sma yngel
som programvaran kan identifiera. I detta projekt anvandes ostron som var drygt 1 ar gamla. For
framtida utveckling av ett yngelsystem &r det dnskvért att striava efter att yngelsorteringen kan
genomforas sa tidigt som mojligt (och senast inom ett ar) efter att ostronen har bottenfallt (satt sig
pa kollektorerna, se kap 1.1) eftersom odling av stillahavsostron inte ar tillatet i dagens lage. Da
majoriteten av de yngel som fas pa kollektorerna utgors av M. gigas (dock med stora geografiska
skillnader) ar det av storsta vikt att yngel som inte kan anvidndas inom produktionen avldgsnas i
ett tidigt stadium for att minimera behovet av infrastruktur (odlingskorgar och odlingsriggar) samt
arbetsinsats (skotsel) under produktionsfasen. En tidig utgallring av yngel av M. gigas (fore juni,
aret efter bottenfallning) minskar ocksa risken for att ynglen av M. gigas ska foroka sig da det finns
indikationer pa att reproduktion kan ske redan under sensommaren aret efter att ynglen har
bottenfallt om férhallandena ar gynnsamma (Faxén 2015).

Steget fran att klassificera till att sortera ar en uppgift som redan &r 16st inom manga andra falt. Till
exempel existerar det sorterare for batterier som ocksa dr baserade pa bildigenkanning*. Nar det
kommer till sortering av blotdjur s finns det liknande system som sorterar musslor, men da oftast

4 https://www.refind.se/optical-battery-sorter-500
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utifran enklare parametrar sasom farg och form>. Ett exempel pa en sddan maskin visas i figur 206
(detta dr dock endast ett exempel, flera andra féretag och modeller finns pa marknaden). En bra
utgangspunkt for ett fortsdttningsprojekt hade darfor varit att kombinera tekniker fran befintliga
sorteringsmaskiner dar bildigenkdnning anviands med en bildklassificeringsalgoritm baserad pa
den som presenterats i detta arbete, dock uppdaterad f6r mindre ostronyngel.

Figur 20. Exempel pa sorteringsmaskin for musslor som anvander sig av optisk klassificering®.

5 https://www.tomra.com/en/sorting/food/your-produce/seafood/mussels, https://www.protec-italy.com/en/sea-food-industry-
division/

¢ https://www.tomra.com/en/sorting/food/sorting-equipment/helius
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